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Explorative Faktorenanalyse 

Eric Klopp1 
Universität des Saarlandes 

Zusammenfassung Die explorative Faktorenanalyse (EFA) ist ein Verfahren aus der multivaria-
ten Statistik. Mithilfe der Faktorenanalyse kann aus den Beobachtungen vieler manifester Variab-
len (z .B Items eines Fragebogens) auf wenige zugrunde liegende latente Variablen, die Faktoren 
genannt werden, geschlossen werden. Eine EFA führt zu einer Reduktion der Variablen auf weni-
ge, den manifesten Variablen zugrunde liegende Faktoren. Der folgende Text gibt einen Überblick 
über die Grundlagen der EFA sowie der wichtigsten Überlegungen, die bei ihrer Durchführung be-
rücksichtigt werden müssen und stellt die wichtigsten faktorenanalytischen Methoden vor. 

 
Überblick 
Die explorative Faktorenanalyse (EFA) ist ein Verfahren zur Datenanalyse, das angewendet 
wird, wenn in einem Datensatz nach einer noch unbekannten, korrelativen Struktur gesucht 
werden soll. Die EFA gehört somit in die Gruppe der strukturentdeckenden Verfahren. Unter 
der explorativen Faktorenanalyse versteht man nicht ein bestimmtes Verfahren, sondern eine 
Familie verwandter Verfahren. Das in der Psychologie am meisten eingesetzte Verfahren ist 
die Hauptkomponentenanalyse (principal components analysis, PCA). Seltener zum Einsatz 
kommen die Hauptachsenanalyse (principal axis factor analysis, PAF) und die Maximum-
Likelihood-Faktorenanalyse (maximum likelihood factor analysis, ML). Die PCA ist in der 
Psychologie zum Teil zu einem Quasi-Standard geworden, obwohl sie keine Faktorenanalyse 
im eigentlichen Sinn darstellt, dazu später mehr. Einen Überblick über die unterschiedlichen 
Verfahren bietet Bühner (2006). 

Ziel einer Faktorenanalyse ist es, eine Vielzahl von korrelierenden, manifesten Variablen auf 
einen kleinen Satz latenter Variablen (Faktoren) zurückzuführen, die einen möglichst großen 
Teil der Varianz der Ausgangsvariablen aufklären. Die Grundannahme der Faktorenanalyse 
besteht darin, dass sich der Wert einer Variable additiv in eine gewichtete Summe aus den 
Faktoren zerlegen lässt. Diese Annahme lässt sich durch folgende Gleichung ausdrücken 
(Moosbrugger & Hartig, 2003): 

𝑥!" = 𝜉!! ∗ 𝜆!! + 𝜉!! ∗ 𝜆!! +⋯+ 𝜉!" ∗ 𝜆!" + 𝜀!" = 𝜉!" ∗ 𝜆!" + 𝜀!"

!

!!!

 

wobei 𝑥!" der beobachtete Wert der Person 𝑖 auf der Variablen 𝑚, ξij der Wert der Person 𝑖 
auf dem Faktor 𝑗, 𝜆!"  die Faktorladung der beobachteten Variable 𝑚 auf dem nicht be-
obachtbaren (latenten) Faktor 𝑗 darstellt. 𝑓 bezeichnet die Anzahl der dem Wert 𝑥!" zugrunde 
liegenden Faktoren und 𝜀!" bezeichnet eine Residualvariable. Die Residualvariable wird ge-
legentlich als Einzelrestvarianz bezeichnet (Eckey, Kosfeld & Rengers, 2002). Der beobachte-
te Wert 𝑥!" stellt einen Indikator dar, welcher Rückschlüsse auf den Wert der latenten Vari-
ablen 𝜆!"  erlaubt. Diese Gleichung ist die mathematische Formulierung des Modells gemein-
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samer Faktoren (commom factor model) von Thurstone (1947). Dabei wird die Varianz der 
manifesten Werte aufgeteilt in die Varianz, welche durch die latenten Faktoren verursacht 
wird und in die Residualvarianz. Die Residualvarianz setzt sich zusammen aus der Varianz 
der beobachteten Variablen, die nicht durch die gemeinsamen Faktoren verursacht wird (z. B. 
nicht berücksichtigte Faktoren, systematischer Fehler) und in die Fehlervarianz, die weder auf 
die Faktoren noch auf die manifesten Variablen zurückzuführen ist (unsystematischer Fehler) 
(Brown, 2006). Das Besondere an der explorativen Faktorenanalyse bzw. dem Modell ge-
meinsamer Faktoren ist, dass jede der angenommenen latenten Variablen einen Einfluss auf 
die manifesten Variablen hat. 

Bei der PCA wird jedoch die Residual- und Fehlervarianz nicht berücksichtigt. Stattdessen 
geht es ausschließlich um die Reduktion von Daten und um die Reduktion von Redundanzen 
(Interkorrelationen) zwischen den einzelnen Variablen (Leonhart, 2004). Aus diesem Grund 
stellt eine PCA keine Faktorenanalyse im eigentlichen Sinn dar, es ist lediglich ein Instrument 
zur Datenreduktion. Da in der psychologischen Modellbildung, insbesondere in dem Thursto-
ne’schen Modell gemeinsamer Faktoren, die Residualvariable aber eine wichtige Rolle spielt, 
eignet sich eine PCA nicht für die Analyse psychologischer Daten. 

Startpunkt der EFA ist die Interkorrelationsmatrix der Variablen. Davon ausgehend werden 
nun mittels eines Algorithmus neue „künstliche“ Variablen errechnet, die mit den manifesten 
Variablen korrelieren (für eine Beschreibung dieses Algorithmus s. Bortz, 1999 bzw. Back-
haus, Erichson, Plinke & Weiber, 2003). Diese „künstliche“ Variable wird Faktor oder auch 
latente Variable genannt. In der Fachsprache ist dann die Rede davon, dass die mit ihm korre-
lierenden manifesten Variablen auf dem Faktor laden. Diese Korrelation der manifesten Vari-
ablen mit den Faktoren wird Faktorladung (oder einfach nur Ladung) genannt und kann Werte 
zwischen -1 und 1 annehmen. Man kann maximal so viele Faktoren extrahieren, wie Variab-
len in der Analyse vorhanden sind. Allgemein gilt: je höher die ursprünglichen Variablen kor-
relieren, desto weniger Faktoren werden zur Beschreibung der Daten benötigt. 

Eine Faktorenanalyse führt im Idealfall zu einer sogenannten Einfachstruktur (Thurstone, 
1947). In diesem Fall laden nur bestimmte Variablen hoch auf einem Faktor und sehr niedrig 
auf allen anderen Faktoren. Neben den Faktoren und Faktorladungen führt eine EFA zu den 
folgenden Ergebnissen: dem Eigenwert eines Faktors, den Kommunalitäten, der Ladungs-
matrix und den Faktorwerten. Der Eigenwert eines Faktors ist die Summe der quadrierten 
Faktorladungen eines Faktors über alle Variablen, er errechnet sich durch Quadrieren und 
Aufaddieren der Faktorladungen in den jeweiligen Spalten der Ladungsmatrix und gibt an, 
wie viel Varianz ein Faktor erklärt: ein Eigenwert von 1 bedeutet, dass ein Faktor genauso 
viel Varianz wie eine Variable erklärt. Die Kommunalität ist die Summe der quadrierten La-
dungen einer Variablen über alle Faktoren, sie errechnet sich durch Quadrieren und Aufaddie-
ren der Faktorladungen in den jeweiligen Zeilen der Ladungsmatrix und gibt an, wie viel Va-
rianz die Variable an allen Faktoren erklärt. Die Ladungsmatrix ist das Ergebnis von primä-
rem Interesse beim Rechnen einer EFA; in ihren Zeilen finden sich die Variablen und in ihren 
Spalten die Faktoren. Im Schnittpunkt einer Zeile mit einer Spalte findet sich die Faktorla-
dung der Variablen auf dem Faktor. Der Faktorwert gibt die Ausprägung des entsprechenden 
Faktors bei einem Individuum wieder und errechnet sich als Linearkombination der Faktorla-



	
   3 

dungen mit den individuellen Ausprägungen der manifesten Variablen bei einer Person. Die 
Faktorwerte sind standardnormal verteilt. 

Eine EFA birgt jedoch auch Probleme. Dabei gilt es folgende Punkte zu berücksichtigen: 
1. Eignung der Daten zur Durchführung einer EFA: Da die Durchführung einer EFA voraus-

setzt, dass die Variablen hoch genug interkorrelieren, um sinnvolle Ergebnisse zu liefern, 
ist ein Verfahren nötig, das die Prüfung der Daten zur generellen Eignung auf eine fakto-
renanalytische Auswertung hin gestattet. Auch von Bedeutung ist eine ausreichende Stich-
probengröße, damit überhaupt eine stabile Faktorlösung errechnet werden kann. 

2. Anzahl der zu extrahierenden Faktoren: Dieses Problem zielt auf die Tatsache ab, dass 
eine EFA es prinzipiell gestattet, so viele Faktoren zu extrahieren, wie Variablen vorhan-
den sind. Damit ist aber keine Informationsverdichtung erfolgt. Man benötigt also Krite-
rien, die einem Anhaltspunkte liefern, wie viele Faktoren sinnvollerweise zu extrahieren 
sind. 

3. Interpretations-/Rotationsproblem: Die extrahierten Faktoren müssen entsprechend der 
Faktorladungen der Variablen inhaltlich interpretiert werden. Die Interpretation lässt sich 
häufig durch eine Rotation der Faktoren erleichtern, somit ist es notwenidg, sich für eine 
geeignete Faktorenrotation zu entscheiden. 

4. Bedeutsamkeit von Faktorladungen: Dieser Punkt beschäftigt sich mit der Frage, ab wel-
cher Höhe die Faktorladungen bedeutsam zu interpretieren sind, das heißt bei der Interpre-
tation und Benennung eines Faktors eine Rolle spielen. 

 
Eignung der Daten zur Durchführung einer EFA 
Um die Eignung von Daten für die Faktorenanalyse zu bestimmen gibt es mehrere Verfahren. 
Das am häufigsten benutzte Verfahren ist das Kaiser-Meyer-Olkin (KMO) Maß. Der KMO-
Maß errechnet sich nach Bühner (2006) mittels der Formel 

𝐾𝑀𝑂 =
𝑟!"!!

!!!
!
!!!

𝑟!"!!
!!!

!
!!! + 𝑟!".!!!

!!!
!
!!!

    (𝑖 ≠ 𝑗) 

wobei 𝑟!" der Korrelationskoeffizient der Variablen 𝑖 und 𝑗 ist und 𝑟!"∙! der partielle Korrelati-
onskoeffizient nach Herauspartialisierung aller anderen Variablen darstellt. Man bestimmt 
also den gemeinsamen Varianzanteil, den alle Variablen miteinander teilen, und setzt diesen 
mit dem gemeinsamen Varianzanteil aller Variablen miteinander zuzüglich der Summe der 
quadrierten Partialkorrelationskoeffizienten in Beziehung. Eine große Summe der Partialkor-
relationskoeffizienten bedeutet, dass die Interkorrelationsmatrix wenig gemeinsame Varianz 
enthält und somit wird der KMO-Koeffizient klein. Um die Eignung einer Interkorrelations-
matrix beurteilen zu können, gelten folgende die in Tabelle 1 aufgeführten Anhaltspunkte 
(nach Kaiser & Rice, 1974). 

Analog zur Prüfung, ob die Gesamtheit aller Variablen zur Durchführung einer EFA geeignet 
ist, existiert noch die Möglichkeit, die Eignung einer einzelnen Variable zu prüfen. Dies ge-
schieht mit dem sogenannten Measure of Sampling Adequacy (MSA), das eng mit dem KMO-
Maß verwandt ist. Das MSA berechnet sich aus den Korrelationen und Partialkorrelationen 
zwischen den Variablen und den übrigen noch vorhandenen Variablen (Bühner, 2006). Das 
MSA-Maß gibt somit an, wie gut eine Variable zu den übrigen Variablen passt, mit denen 
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eine Faktorenanalyse durchgeführt werden soll. Die Interpretation des MSA richtet sich nach 
en gleichen Kriterien wie beim KMO-Maß. 

Tabelle 1: Eignung der Daten zur Berechnung einer Faktorenanalyse mittels des KMO-Koeffizienten 

KMO-Koeffizient Eignung der Daten 
> .90 sehr gut 

.80 - .90 gut 

.70 - .79 mittel 

.60 - .69 mäßig 

.50 - .59 schlecht 
<. 50 keine EFA möglich 

 
Die Stichprobengröße und die Anzahl der manifesten Variablen beeinflussen ebenfalls die 
Ergebnisse einer Faktorenanalyse. In der Literatur zu findende Daumenregeln (siehe z. B. 
Brayant & Yarnold, 2001 für eine Übersicht), die ein Verhältnis von Variablen zu Fällen in 
einem Bereich von 1:3 bis 1:10 angeben, erwiesen sich als nicht hinreichend. MacCallum, 
Widaman, Zhang und Hong (1999) konnten in Monte-Carlo-Studien zeigen, dass nicht das 
Verhältnis von Variablen zu Fällen für die Ergebnisse entscheidend ist, sondern die Kommu-
nalität (h2) einer Variablen. MacCallum et al. (1999) geben eine Stichprobengröße von n = 60 
als ausreichend an, wenn die Kommunalität aller Variablen mindestens .60 beträgt. Ergebnis-
se von Mundform, Shaw und Ke (2005) bestätigen dies. Allerdings wurden die Ergebnisse 
von Mundform et al. (2005) nur an sog. Maximum-Likelihood-Faktorenanalysen mit Vari-
max-Rotation (s. u.) gewonnen, sodass diese nicht auf andere Extraktions- und Rotationsver-
fahren verallgemeinert werden sollten. Zusammenfassen lässt sich der Zusammenhang von 
Stichprobengröße wie folgt (in Anlehnung an Bühner, 2006): 

Tabelle 2: Zusammenhang zwischen Stichprobengröße, Kommunalität und Durchführbarkeit einer Fak-
torenanalyse 

Stichprobengröße Kommunalität Beurteilung 
n < 60 h2 < .60 keine Faktorenanalyse durchführbar 
n = 60 h2 > .60 gerade ausreichend 
n = 100 h2> .50 ausreichend 
n = 200 h2 > .50 fair 
n = 300 h2 > .50 gut 
n = 500 h2 > .50 sehr gut 
n = 1000 h2 > .50 exzellent 

 
Bestimmung der Faktorenzahl 
Ein weiteres Problem stellt die Anzahl der Faktoren dar, die es zu extrahieren gilt. Grundle-
gendes Ziel einer Faktorenanalyse soll es sein, eine Faktorenstruktur zu ermitteln, die in Be-
zug auf die verwendete Methode der Faktorenextraktion und -rotation so stabil ist, dass ihre 
Replikation in einer anderen Untersuchung sichergestellt ist. Daher sollte es Methoden geben, 
die es erlauben, die Zahl der Faktoren objektiv zu bestimmen. Prinzipiell ist die Frage ma-
thematisch zu beantworten, wobei es aber auch eine Methode gibt, deren Ergebnisse subjektiv 
vom Auswerter abhängen können. Dies ist der Scree-Test, der weiter unten beschrieben wird. 
Allerdings existiert neben der Frage der Bestimmung der Faktorenzahl noch ein weiteres 
Problem: ist die Anzahl der Faktoren auch inhaltlich interpretierbar? Es ist keinesfalls gege-
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ben, dass eine bestimmte Anzahl an Faktoren automatisch eine Interpretierbarkeit gewährleis-
tet. Somit befinden wir uns in einem Spannungsfeld, das gegebenenfalls zugunsten der inhalt-
lichen Interpretierbarkeit entschieden werden sollte. Generell sollte gelten, dass nur die Fak-
torlösung genommen wird, deren inhaltliche Interpretierbarkeit gegeben ist. 

Ein subjektives Kriterium um die Anzahl der zu extrahierenden Faktoren zu bestimmen ist der 
Scree-Test nach Cattell (1966). Beim Scree-Test werden zuerst die Eigenwerte in einem Dia-
gramm dargestellt. Dabei werden die Nummer des Faktors auf der Abszisse und die dazuge-
hörigen Eigenwerte auf der Ordinate abgetragen. Danach werden alle Punkte dieses Koordi-
natensystems paarweise mit einer Geraden verbunden. Diese Darstellung wird Scree-Plot ge-
nannt. Die Stelle, an dem dieser Graph einen Knick aufweist, bestimmt die Zahl der zu extra-
hierenden Faktoren; sie wird an der Faktornummer auf der Abszisse abgelesen. An diesem 
Punkt beginnt die Methode ihre Objektivität einzubüßen. So weist Bühner (2006) darauf hin, 
dass in der Literatur sowohl Versionen des Scree-Tests zu finden sind, die nur die Zahl der 
Faktoren bis zum Knick als bedeutsam erachten, als auch Autoren, die den Faktor nach dem 
Knick mit einbeziehen. Schließlich ist es auch möglich, dass der Graph eines Scree-Plots 
mehrere Knicke aufweist. Somit hängt die Zahl der Faktoren von den Vorlieben des Auswer-
ters ab. 

Eines der mathematischen Verfahren ist die Parallelanalyse nach Horn (1965). Bei der Paral-
lelanalyse werden Eigenwerte einer Faktoranalyse eines empirisch gewonnenen Datensatzes 
mit den Eigenwerten einer Faktorenanalyse eines Datensatzes mit normalverteilten Zufallsda-
ten verglichen. Die Idee der Parallelanalyse besteht darin, dass bei der Faktorenanalyse des 
empirischen Datensatzes soviel Faktoren beibehalten werden, wie es Eigenwerte gibt, die 
größer als die Eigenwerte des Zufallsdatensatzes sind. Anders ausgedrückt heißt dies, dass die 
Faktoren, die man beibehalten will, wenigstens soviel Varianz aufklären sollen, wie sich bei 
der Analyse von Zufallsdaten ergibt. Voraussetzung dabei ist die Übereinstimmung der An-
zahl der Variablen und Fälle des empirischen Datensatzes und des Zufallsdatensatzes. Auch 
sollte die Verteilung der Variablen der empirischen Daten normalverteilt sein; ist dies nicht 
der Fall, sollten keine normalverteilten Zufallsdaten verwendet werden, sondern die empiri-
schen Daten sollten permutiert werden, wodurch die Verteilungsform erhalten bleibt. In der 
praktischen Anwendung geht man von einer künstlich erzeugten Datenmatrix mit normalver-
teilten Zufallsdaten aus, wobei die Anzahl der generierten Fälle und Variablen mit denen der 
eigentlichen Daten übereinstimmt. Weichen die empirischen Daten sehr von der Normalver-
teilung ab, werden die Daten permutiert. Hat man die Zufallsdaten erzeugt (bzw. die ur-
sprünglichen Daten permutiert), wird daraus die Interkorrelationsmatrix errechnet, bevor aus 
dieser mittels des EFA-Algorithmus so viele Faktoren extrahiert werden, wie Variablen vor-
handen sind. Dieser Durchgang wird mehrmals wiederholt und die jeweils errechneten Ei-
genwerte werden gemittelt. Im Anschluss daran vergleicht man die gemittelten Eigenwerte 
der Zufallsdaten mit den Eigenwerten der eigentlichen Daten. Man behält nun so viele Fakto-
ren bei, wie es Eigenwerte gibt, die größer sind, als die gemittelten Eigenwerte der Zufallsda-
ten. Grafisch wird der Eigenwertverlauf der eigentlichen Daten mit dem Eigenwertverlauf der 
Zufallsdaten in einem Scree-Plot dargestellt. Es werden diejenigen Faktoren beibehalten, de-
ren Eigenwerte in der Grafik über den Zufallseigenwerten liegen. Nach Zwick und Velicer 
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(1986) führt die Parallelanalyse zu guten Ergebnissen. O’Connor (2000) weist darauf hin, 
dass die Parallelanalyse in einigen Fällen zu einer Überextraktion von Faktoren führen kann. 

Ein weiteres Kriterium für die Bestimmung der Faktorzahl ist die Replikativität der Faktoren-
struktur. Zur Bestimmung der Replikativität wird die Versuchspersonenstichprobe in zwei 
Zufallshälften aufgeteilt und mit diesen beiden neuen Stichproben jeweils die gewünschte 
Faktorenlösung berechnet. Die beiden resultierenden Faktorladungsmatrizen werden dann 
mithilfe der Kongruenzkoeffizienten von Tucker miteinander verglichen. Der Kongruenzkoef-
fizient (Tucker, 1951) berechnet sich folgendermaßen: 

𝐶!" =
𝑎!" ∗ 𝑏!"

!
!!!

𝑎!"!
!
!!! ∗ 𝑏!"!

!
!!!

 

wobei 𝑎!" die Ladung der Variablen 𝑖 auf dem Faktor 𝑗 der ersten Faktorladungsmatrix und 
𝑏!" die Ladung der Variablen 𝑖 auf dem Faktor 𝑘 der zweiten Faktorladungsmatrix darstellt. 
Der resultierende Koeffizient 𝐶!" kann Werte zwischen -1 und +1 annehmen und ist analog zu 
einer Korrelation zu interpretieren. Allerdings gibt es keine Möglichkeit den Kongruenzkoef-
fizienten abzusichern und es kommt erschwerend der Umstand hinzu, dass selbst durch Ver-
wendung von Zufallsmatrizen hohe Kongruenzkoeffizienten mit Beträgen um die .80 errech-
net werden können. Es muss also gefordert werden, dass die Kongruenzkoeffizienten entspre-
chend hoch sind (über .80), um die Replikativität der Faktorenstruktur sicherzustellen. 

Rotation und Interpretation der Faktoren 
Das letzte Problem, dass es zu besprechen gilt, ist die Interpretation der gefundenen Faktoren. 
Häufig ist die erste errechnete Faktorlösung nur schwer interpretierbar. Um die Interpretier-
barkeit der Faktorlösung zu erleichtern, existieren sog. Rotationsmethoden. Dabei werden die 
gefundenen Faktoren so gedreht, dass sie möglichst gut zu interpretieren sind, wobei hier die 
oben schon erwähnte Einfachstruktur ein angestrebtes Ziel ist. Durch die Einfachstruktur wird 
gewährleistet, dass jede Variable nur auf einem Faktor lädt und somit Interpretationsschwie-
rigkeiten durch Variablen, die auf zwei oder mehr Faktoren hoch laden, verhindert werden 
sollen. Die Einfachstruktur ist aber nur ein angestrebtes Ziel, das keinesfalls erreicht werden 
muss. 

Grundsätzlich kann man bei Rotationsmethoden schiefwinklige (oblique) und orthogonale 
Rotationsmethoden unterscheiden. Eine Faktorenlösung mit 𝑚 Faktoren kann geometrisch als 
𝑚-dimensionaler Raum interpretiert werden. Wird eine oblique Rotationsmethode gewählt, 
können die Achsen des 𝑚-dimensionalen Raumes nach der Rotation schiefwinklig aufeinan-
der stehen, bei orthogonaler Rotation sind die Achsen nach der Rotation paarweise orthogonal 
zueinander. Inhaltlich gesprochen bedeutet dies, dass bei obliquen Faktorrotationen Korrelati-
onen zwischen den Faktoren erlaubt sind, wohingegen bei orthogonalen Rotationen die Fakto-
ren immer unkorreliert sind. Wird eine orthogonale Rotation angewandt, sollte man aber bei 
der Interpretation nicht den Fehler begehen, die Unkorreliertheit der Faktoren als Indiz für in 
der Wirklichkeit unabhängige Eigenschaften zu nehmen. Die Unkorreliertheit der Faktoren, 
die als Repräsentation für die wirkliche Eigenschaft stehen, ist ein Artefakt der orthogonalen 
Rotation. Ob eine oblique oder eine orthogonale Rotation gewählt werden sollte, hängt von 
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der zu beantwortenden Frage ab. Teilweise findet sich eine kontroverse Diskussion, ob eine 
orthogonale oder eine oblique Rotationstechnik angewandt werden sollte. So sprechen sich 
Moosbrugger und Hartig (2002) dafür aus, nur oblique Rotationen anzuwenden, da sich bei 
Unabhängigkeit der Dimension automatisch unabhängige Faktoren ergeben. Allerdings spre-
chen die Autoren auch den Fall an, dass aus anderen Gründen orthogonale Faktoren ge-
wünscht werden. Dies ist z. B. bei Faktoren, deren Faktorwerte als unabhängige Prädiktoren 
in eine multiple Regressionsanalyse eingehen sollen, der Fall. Oder wenn z. B. auf der Grund-
lage der Faktorenanalyse Skalen konstruiert werden sollen, die möglichst unabhängig vonei-
nander sein sollen. Bühner (2006) empfiehlt, immer zuerst eine oblique Rotationstechnik an-
zuwenden. Sind die Korrelationen der Faktoren nur gering ausgeprägt, kann anschließend ein 
orthogonales Rotationsverfahren angewendet werden. 

Eine orthogonale Rotationsmethode ist die Varimax-Rotation. Die Varimax-Rotation hat zum 
Ziel, eine Einfachstruktur in der Faktorlösung zu erreichen. Das Einfachstrukturkriterium ver-
langt, dass pro Faktor einige Variablen möglichst hoch laden, während andere möglichst nied-
rig laden sollen. Dies ist mit der Forderung gleichbedeutend, dass die Varianz der Faktorla-
dungen pro Faktor maximiert wird. Zur Berechnung werden zuvor die Faktorladungen qua-
driert, sodass positive wie negative Faktorladungen gleich zur Varianz beitragen. Die Achsen 
werden dann so lange rotiert, bis mittlere Ladungen gering bzw. extrem werden. Zusammen-
gefasst bedeutet dies eine Rotation der Faktoren in der Art, dass die Varianz der quadrierten 
Ladungen pro Faktor maximiert wird (Bortz, 1999). 

Das bekannteste der obliquen Rotationsverfahren ist die Promax-Rotation. Bei diesem werden 
die ursprünglichen orthogonalen Ladungen mit den Exponenten 2, 4 oder 6 potenziert und 
anschließend oblique rotiert (Eckey et al., 2002). Dadurch sollen extrem hohe und extrem 
niedrige Faktorladungen vermieden und die Interpretation der Ergebnisse erleichtert werden. 
Die benutzten Exponenten müssen vor der Durchführung der Rotation festgelegt werden. Die 
Promax-Rotation mit dem Exponenten 4 führt in der Regel zu guten Resultaten (Eckey et al., 
2002, Bühner, 2006). Anders als bei der orthogonalen Rotation kann nach einer obliquen 
nicht mehr die Kommunalität (die Summe der quadrierten Faktorladungen) berechnet werden, 
da die Faktoren nicht mehr unabhängig voneinander sind (Eckey et al., 2002). Ein weiterer 
Unterschied besteht darin, dass bei obliquen Rotationstechniken die ursprüngliche Faktorla-
dungsmatrix in eine Mustermatrix und eine Strukturmatrix aufgeteilt wird. Die Mustermatrix 
gibt die standardisierten partiellen Regressionsgewichte der Variablen auf die Faktoren an, 
während die Strukturmatrix die Korrelationen der Variablen und der Faktoren angibt. Zur 
Interpretation sollte die Mustermatrix betrachtet werden (Bühner, 2006). Weiterhin wird bei 
obliquen Rotationsverfahren die Matrix der Faktorkorrelation ausgegeben. 

Nachdem durch die Rotation die Interpretierbarkeit der Faktorlösung verbessert wurde, muss 
nun noch geklärt werden, welche Variablen zur Interpretation eines Faktors herangezogen 
werden. Das heißt: wie hoch muss die Faktorladung einer Variablen sein, damit diese als zu 
diesem Faktor gehörig betrachtet und zu seiner Interpretation herangezogen werden kann? 
Eine Faustregel besagt, dass bei der Interpretation der Faktoren nur Ladungen berücksichtigt 
werden, die betragsmäßig größer als .30 sind (Gorsuch, 1983). Kline (1997) zufolge spielt 
aber nicht nur die statistische Bedeutsamkeit eine Rolle, sondern auch die psychologische 
Bedeutsamkeit, sodass auch Kline die Empfehlung gibt, Ladungen unter .30 nicht zu interpre-
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tieren. Allerdings wirkt sich auf die Höhe der Faktorladungen auch die Anzahl der Variablen 
und die Stichprobengröße aus. Diese bleiben in der Faustregel aber unberücksichtigt. Diffe-
renziertere Interpretationshinweise geben Guadagnoli und Velicer (1988, zitiert nach Bortz, 
1999): 
• wenn auf einem Faktor mindestens vier Variablen Ladungen über .60 aufweisen, kann die 

Faktorenstruktur ungeachtet der Stichprobengröße generalisierend interpretiert werden. 
• das gleiche gilt für Faktoren, auf denen jeweils zehn oder mehr Variablen Ladungen größer 

als .40 aufweisen. 
• wenn weniger als zehn Variablen eine Ladung größer als .40 aufweisen, sollte eine Inter-

pretation nur erfolgen, wenn die untersuchte Stichprobe mindestens 300 Fälle enthält. 
• wenn weniger als zehn Variablen eine Ladung größer als .40 aufweisen und der Stichpro-

benumfang weniger als 300 Fälle beträgt, muss mit zufälligen Ladungsmustern gerechnet 
werden. Eine Interpretation sollte hier nur erfolgen, wenn sich die gefundene Faktoren-
struktur in anderen Stichproben replizieren lässt. 
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